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Bilgisayar ve internetin hayatimiza girmesi ile bilgiye erismek daha kolay hale gelmistir. internete
ulasimin kolaylasmasi ve internet kullanicilarinin artmasi sonucu veri miktari da her gegen saniye
biiytimektedir. Ancak dogru bilgiye erisebilmek icin verilerin siniflandirilmasi gereklidir.
Siniflandirma, verilerin belirli bir anlamsal kategoriye gore ayrilmasi islemidir. Dijital belgelerin
anlamsal kategorilere ayrilmasi, metnin ulasilabilirligini énemli dl¢lide etkilemektedir. Bu ¢alismada,
farkl Tiirkce haber kaynaklarindan toplam 6 kategoride elde edilen veri kiimesi iizerinde metin
simflandirma c¢alismasi yapimstir. Oncelikli olarak haber metinleri 6n islemeden gecirilmis ve
govdelenmistir. On islemeden gecirilen metinler Tfidfvectorizer, Word2Vec ve FastText yéntemleri
ile ayr1 ayr1 vektorize edildikten sonra Python’in Scikit-learn kiitiiphanesi kullanilarak Destek Vektor
Makinesi (Support Vector Machine, SVM), Naive Bayes, Logistic Regression, Random Forest ve Yapay
Sinir Ag1 (Artificial Neural Network, ANN) yontemleri ile siniflandirilmistir. Yapilan ¢alisma sonucuna
gore en yliksek basar1 oran1 %95,75 ile FastText ydntemi ve vektor modeli ile elde edilen metnin SVM
ile siiflandirilmasindan elde edilmistir.

Anahtar Kelimeler: Metin Siniflandirma, Tiirkce Haber, TF-IDF, Word2Vec, Fasttext

Abstract

Accessing information has become very simple with computers and internet. As the internet access is
easier and the internet users increase, the amount of data is growing every second. However, in order
to access correct information, data must be classified. Classification is the process of separating data
according to a certain semantic category. Dividing digital documents into semantic categories
significantly affects the availability of the text. In this study, a text classification study was carried out
on a data set obtained from different Turkish news sources with 6 categories. After the pre-processed
texts are separately vectorized with Tfidfvectorizer, Word2Vec and FastText methods, they are
classified with Support Vector Machine (SVM), Naive Bayes, Logistic Regression, Random Forest and
Artificial Neural Network (ANN) methods by using Scikit-learn library in Python. According to the
results of the study, the highest success rate was obtained from the classification of the text gained
with FastText method and vector model with 95,75% by SVM.
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1. Giris

Bilgisayarin ve ozellikle internetin hayatimiza
girmesi ile bilgiye erisim gin gectikce
kolaylasmaktadir. Bununla birlikte ¢ok biiyiik bir
hizla tretilen veriler arasinda kaybolmamak ve
istenmeyen verilerden Kkorunabilmek igin
verileri siniflandirma mecburiyeti dogmustur.
Bugiin giinliik hayatimizda ¢ok sik kullandigimiz
e-postalardan kisa mesajlara, web sitelerine
kadar metin smiflandirma 6nemli bir konu
haline gelmistir. Istenilen icerige ulasabilmek ve
istenmeyen verilerden Kkorunabilmek igin
metinlerin en iyi sekilde tanimlanmasi gerekir.

Makine 6greniminin amaci, bilgi sistemlerindeki
karmasik sorunlari tespit etmek ve onlara
rasyonel ¢oziimler sunmaktir. Bu durum, makine
6greniminin istatistik, veri madenciligi, 6rtnti
tanima, yapay zeka ve teorik bilgisayar bilimi
gibi alanlarla yakindan ilgili oldugunu ve c¢ok

disiplinli bir calisma gerektirdigini
gostermektedir [1].

Makine 0grenmesi yontemleri metin
siniflandirmas1  igin  etkili bir  sekilde

kullanilmaktadir. Metin siniflandirmanin amaci,
belgelerin belirli bir anlamsal kategoriye
otomatik olarak ayrilmasidir. Dogal dil isleme
(NLP), veri madenciligi ve makine 6grenimi
teknikleri, elektronik belgeleri otomatik olarak
siniflandirmak i¢in birlikte kullanilir. Her belge
kategorisiz, bir veya birden fazla kategoride
olabilir. Makine 6greniminin amaci,
siniflandiricilar;, otomatik olarak kategori
atayan Orneklerden 6grenmektir [2][3]. Makine
o6grenmesi ile metinlerin siniflandirilabilmesi
icin metinleri sayisal olarak ifade etmek gereKir.
Bu islem icin cesitli yaklasimlar gelistirilmistir.
Metinlerin vektdr modellerini ¢ikarabilmek i¢in
kullanilan yontemlerden Term Frequency-
Inverse  Document Frequency (TF-IDF),
Word2Vec ve FastText yontemlerinin literatiir
taramasina goére daha iyi sonuglar verdigi
gbzlemlenmisgtir.

1.1. Kelime
Teknikleri

Gomme (Word Embedding)

Ayni zamanda kelime temsili olarak da bilinen
kelime gomme, kelimenin dokiimandaki
anlamina gore siirekli kelime vektorlerinin
olusturulmasinda hayati bir rol oynamaktadir.
Kelime gémme, sozciiklerin hem anlamsal hem
de sozdizimsel bilgilerini yakalar ve NLP
gorevlerinde yaygin olarak kullanilan kelime
benzerliklerini 6l¢mek i¢in kullanilabilir [4].
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Bu calismada, kelime vektorlestirme yontemleri
ile Tirkce haber metinlerini siniflandirmada
yliksek basar1 oranina ulasmak hedeflenmistir.
Her bir kategoride 2000 haberin oldugu 12000
haberlik yeni bir derlem olusturulmustur.
Boylece TTC-3600 verisetinin yaklasik 3.5 kati

daha fazla haber igeren bir veriseti elde
edilmistir. TF-IDF, Word2Vec ve Fasttext
yontemlerinin kullanildig1 calismada,

literatiirdeki bu yontemi kullanan ¢alismalardan
daha biiyiik bir veriseti ile daha goére daha
ylksek basari orani alinmistir.

1.1.1 Terim Frekansi-Ters
Frekansi (Term  Frequency
Document Frequency, TF-IDF)

Dokiiman
Inverse

Terimden de anlasilacagi gibi, TF-IDF, bir
belgedeki her bir kelimenin degerlerini, belirli
bir belgedeki kelimenin sikligi ile kelimenin
goriindiigli  belgelerin  ylizdesinin tersiyle
hesaplar. Temel olarak, TF-IDF, belirli bir
belgede kelimelerin goreceli sikligini, bu
kelimenin tiim veri seti {izerindeki tersine
oranina gore belirleyerek calisir. Sezgisel olarak,
bu hesaplama, belirli bir kelimenin belirli bir
belge ile ne kadar alakali oldugunu belirler. Tek
veya Kkiiciik bir belge grubunda ortak olan
kelimeler genel kelimelerden daha yiiksek TF-
IDF numaralarina sahip olma egilimindedir [5].

(D

N
Wi,j = th‘] X lo'gd_fl
tf;j = 1kelimesinin j belgesinde bulunma sikhig

df; =i kelimesini iceren dokiiman sayis1

N = toplam dokiiman sayis1
1.1.2 Word2Vec

Word2Vec Mikolov ve arkadaslari tarafindan
2013 yilinda 6nerilmistir [6]. Bu ydontem kelime
ile kelimenin belirli pencere boyutundaki
komsular1 arasinda yakinlk iligkisi kurar ve
anlamca yakin kelimeleri vektér uzayinda
birbirine yakin olacak sekilde konumlandirir.
Anlam iligkisi kurabilmek i¢in iki farkli 6grenme
mimarisi kullanir.

Bunlardan ilki Continous Bag of Words (CBoW)
mimarisidir. Bu yontemde pencere
merkezindeki kelime, kelimenin pencere boyutu
kadar yakinindaki komsularina bakilarak tahmin
edilmeye calisilir.
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Diger yontem ise Skip-Gram mimarisidir. Bu
yontem de CBoW ile benzer calisir. Ancak Skip-
Gram, CBoW’un aksine pencere merkezinde
konumlandirilan kelimeden, kelimenin
komsularini tahmin eder. Bu yontemin avantaji
farkli anlamlara gelebilecek kelimelerin birden
fazla anlamini yakalayabilmesidir.

Girdi Cikti Girdi Cikt1
Wit-2) Wi(t-2)
W(t-1) W(t-1)
W) W)
Wit+1) W (t+1)
Wit+2) W (t+2)

CBOW Skip-gram

Sekil 1. CBoW ve Skip-Gram model mimarisi
1.1.3 FastText

FastText ise 2016 yilinda Facebook tarafindan
gelistirilen Word2Vec tabanli bir modeldir. Bu
yontemin Word2Vec’'ten farki, kelimelerin n-
gramlara ayrilmasidir. Béylece Word2Vec ile
yakalanamayan anlam yakinligi bu yontemle
yakalanabilir [7].

[ gikt1 katmani |

\ gizli katman |

Sekil 2. FastText model mimarisi
1.2 istatistiksel Analiz

Arastirmada kullanilan veri setine makine
6grenme teknikleri uygulandiktan sonra
dogruluk oranlar1 karmasiklik (confusion)
matrisi kullanilarak hesaplanmistir. Karmasiklik
matrisi, bir veri kiimesinde dogru ve yanlis
siniflandirilmis veri gruplarinin sayisini veren
matristir.

Calismamizda ¢ok smifli verilerde yaygin olarak
kullanilan bir basari degerlendirme yontemi
olan Genel Dogruluk Oram (Overall Accuracy,
0ACC) kullanilmistir [8].

Tablo 1. Karmasiklik Matrisi

Gergek Sonug
Simif1  Simif2  Smif3  Toplam
Simif 1 a b c j
E Sinif 2 d e f k
< Smif3 g h i 1
= Toplam m n o N

Basar1 skorlari, karmagiklik matrisi yardimiyla
hesaplanmaktadir (Tablo 2). Calismamizda
kullanilan ve karmasiklik matrisi yardimiyla
hesaplanan basar 6l¢iileri ve formiilleri;

Tablo 2. Karmasikllk matrisi yardimi ile
hesaplanan basari él¢iileri ve formiilleri

Formiiller
N=(a+b+c+d+e+f+g+h+i)
j=a+b+c
k=d+e+f
I=g+h+i
m=a+d+g
n=b+e+h
o=c+f+i
OACC=(a+e+i)/N
Precisionl=a/j
Precision2=e / k
Precision3=1i/1
Recalll=a/m
Recall2=e/n
Recall3=i/o
Specificityl = (e + f+h+1) / (k+1)
Specificity2 = (a+c+g+i) /(j+1)
Specificity3 = (a+b+d+e) / (j +k)

Tim analiz ve islemlerde, Windows 10 64 bit
isletim sistemine, dort ¢ekirdekli Intel Skylake
Core i5-6500 CPU 3.2 GHz 6 MB cache ve 8 GB
2400 MHz DDR4 Ram bellege sahip bir bilgisayar
kullanilmistir.

1.3 Literatiir Taramasi

Sawaf ve ark, Arapca haber metinlerini
siniflandirma amaciyla maksimum entropi ve
Generalized Iterative Scaling (GIS) teknikleriyle
%62,7 oraninda basarih bir smiflandirma
yapmistir [9]. Hakim ve ark, Bahasa
Endonezya'daki 15 farkli kategoride haber
makalelerinin  siniflandirilmasiyla ilgili  bir
calismalarinda TF-IDF ile %98,3 diizeyinde bir
basar1 elde etmislerdir [10]. Dilrukshi ve ark,
sosyal bir agdaki 12 gruba ayrilan haber
metinlerini siniflandirma uzerine bir
calismalarinda, haberleri Bag of Words (BoW)
yontemi ile vektorize ederek SVM algoritmasi ile
%75’in lizerinde bir basar1 orani elde etmislerdir
[11]. Amasyal ve Yildirim yaptiklar1 ¢alismada
gazetelerin web sayfalarindaki haber metinleri
otomatik olarak smiflandirilmaya c¢alisiimis,
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metinler 5 haber sinifina ayrilmis, en iyi
sonuglara Ogrenmeli Vektér Kuantalama
(Learning Vector Quantization, LVQ) ve Naive
Bayes metotlar ile ulasilmis ve %76 oraninda
basar1 elde edilmistir [12]. Tiifek¢i ve
arkadaslarinin, 5 kategorinin oldugu iki farkl
haber derlemi iizerinde yaptiklar1 ¢alismada,
azaltilmis o6zellik vektori kullanilarak Naive
Bayes, SVM, (C4.5 ve RF smiflandirma
metotlarindan alinan sonuglar genelde daha
ylksek olmakla birlikte en ytliksek basar1 %92,73
dogruluk ile Naive Bayes algoritmasindan elde
edilmistir [13]. Sen ve Yanikoglu yaptiklari
calismada iki ¢evrimici haber sitesinden biiyiik
miktarli metin derlemleri toplanmis ve
calismada ayni anda hem kelime vektorlerini
hem de dokiiman siniflandirmasini égrenen bir
yapay sinir ag1 4 kategoriye ayrilan Sabah ve 14
kategoriye ayrilan Cumhuriyet derlemleri i¢in
sirasiyla %88,28 ve %74,31 ile en iyi sonucu
vermistir [14]. Ac1 ve Cirak yaptiklar: calismada,
Konvolisyonel Sinir Aglar1 (KSA, CNN) ve
Word2Vec metodu kullanilarak Turkish Text
Classification 3600 (TTC-3600) veri kiimesi
tizerinde metin siniflandirma calismasi yapilmis,
CNN ve Word2Vec metodu, %93,30 dogruluk ile
klasik istatistiksel ve makine 6grenmesine dayall
siniflandirma algoritmalarindan daha iyi bir
performans gostermistir [15]. Erdin¢ ve Giliran
11 farkh kategorideki 5 milyon Tiirk¢e haber
dokiimani iceren bir derlem lizerinde yaptiklari
calismada yar1 6greticili bir teknik ile Word2Vec,
Doc2Vec ve FastText algoritmalarinin metin
siniflandirma problemi iizerindeki basarim
degerleri  kiyaslanmistir. Haber  derlemi
siniflandirilirken Naive Bayes, Destek Vektor
Makineleri, Yapay Sinir Aglari, Karar Agaglar: ve
Logistik Regresyon siniflandirma algoritmalari
kullanilmus, karakter n-gramlarin
kullanilmasiyla  test  verisi  daha iyi
genellestirilmis ve en iyi basarim degerine %78
oraninda FastText algoritmas: ile ulasimistir
[16]. Literatiir taramasinda tespit edilen
calismlarin 6zeti Tablo 3’te verilmistir.

Tablo 3. Literatiir Ozeti

Siniflandirma

Vektorlestirme Yéntemi Basar1

Calisma

Yontemi
Orani
Sawal ve ark. Maximum GTtneerraili;Zeed
(2001) Entropy Scaling
Hakim ve ark.
(2014) TF-IDF
Dilrukshi ve o
ark. (2013) Bag-of-words SVM (%75)
Amasyali & LVQ Naive Bayes
Yildirim (2004) (%76)
Tiifekei ve ark. TF Naive Bayes
(2012) (%92,73)
Sen &
Yanikoglu TF-IDF ANN (%88,28)
(2018)
Ac1ve Cirak o
(2019) Word2Vec CNN (%93,30)
Erding ve ark. o
(2019) FastText SVM (%78)

2. Materyal ve Metot

Veri seti Python'in BeautifulSoup kiitiiphanesi
kullanilarak 6  farkli haber sitesinden
derlenmistir. Her bir kategoride 2000 adet
olmak iizere, bilim-teknoloji, egitim, kiiltiir-
sanat, saglik, siyaset ve spor kategorilerinde
toplam 12000 adet haber metni bulunmaktadir.
Kategoriler = haber  sitelerinin  belirledigi
kategoriler temel alinarak belirlenmistir.

2.1 Veri On isleme

Veri setinin ham halinde makine 6grenmesi i¢in
onemli olmayan bir¢ok karakter/kelime
mevcuttur. Daha kesin sonuglar alabilmek i¢in,
metinleri bu karakter/kelimelerden temizlemek
gerekir. Bunun i¢in ham veri tizerinde asagidaki
islemler uygulanmistir.

1. Operatorler, noktalama isaretleri gibi gereksiz
karakterler ve sayisal ifadeler temizlenmistir.

kiiciik harfe cevrilerek,
olan Kkelimelerin makine

2.Tim kelimeler
birbirinin aynisi

tarafindan farkl kelimeler gibi
algilanabilmesinin 6niine gecilmistir.

3.Tirkgce etkisiz  kelimeler  (stopwords)
silinmistir.

4.Kelimeler govdelenerek, yalnizca aldig1 ekler
farkli olan kelimelerin ayni kelime olarak
algilanmasi hedeflenmistir.
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2.2 Kelime Goémme islemi

Veri setinin vektdr modelinin elde edilmesi i¢in
TF-IDF, Word2Vec ve FastText yontemlerinden
yararlanilmistir.

Tiim yontemlerde tiim veri setinde en az 5 kez
gecen kelimeler degerlendirmeye alinmistir.

TF-IDF yontemi icin n-gram araligi 1-2 olarak
belirlenmistir.

Word2Vec ve FastText yontemlerinin her
ikisinde de en iyi sonuglar, her kelimenin vektor
uzunlugu 256, pencere boyutu 5, epoch sayisi 40
olarak alindigt ve Skip-Gram algoritmasi
kullanildig1 durumda elde edilmistir.

FastText yonteminde minimum n-gram 2,
maksimum n-gram 10 olarak belirlenmistir.
Bunun disindaki degerler icin varsayilan
degerler kullanilmistir.

3. Tartisma ve Sonug¢

Bu ¢alismada veri setindeki kelimelerin vektdr
modelinin elde edilmesi i¢in TF-IDF, Word2Vec
ve Fasttext yontemleri ayr1 ayr1 uygulanmistir.
On islemeden gecirilip vektér modeli ¢ikarilan
veri seti, %70-%30 oraninda egitim ve test
dokiimani olarak ayrilmis, elde edilen kelime
vektorleri Python’in Scikit-learn
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kiitiiphanesinde SVM, Naive Bayes, Logistic
Regression, Random Forest ve ANN yontemleri
ile egitilip siniflandirilarak kiyaslanmistir.

TF-IDF, Word2Vec ve FastText ile vektor
modelleri ¢ikarilan verinin SVM, Naive Bayes,
Logistic Regression, Random Forest ve ANN
yontemleri ile egitiminden elde edilen basari
oranlari Tablo 4’de verilmistir.

Tablo 4. Egitimlerin basari oranlari

TF-IDF Word2Vec FastText

SVYM % 95639  %95306 % 95,750

Naive % 94,444  %91,750 % 91,694
Bayes

Logistic o/ 95604 9695639 % 95,694

Regression

Random /00167 0492000 991,944
Forest

ANN %95583  %95667 % 95,528

Kategorilere gore elde edilen basar1 oranlari
Tablo 5’te verilmistir. TF-IDF icin en iyi basari
oranlarini veren logistic resression yonteminin
karmasiklik matrisi Tablo 6’da verilmistir.
Word2Vec i¢in en iyi basar1 oranlarini veren
ANN yonteminin karmasiklik matrisi Tablo 7'de
verilmistir. FastText icin en dogru basari oranini
veren SVM yoénteminin karmasiklik matrisi ise
Tablo 8'de verilmistir.
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Tablo 5. Kategorilere gore basar1 oranlari

FastText

Word2Vec

TF-IDF

NNV
15910, wWopuey
uo1ssa.139y onsido
sakeg aAleN
WAS
NNV
15310, Wopuey
uo1ssa13ay onsido
sakeg aAreN
WAS
NNV
15310, Wopuey
uo1ssa13ay onsido
safeg aAleN

WAS

€8°€6%
00°06%
L9'T6%
€8'88%
0076%
€E€6%
0S'T6%
0S26%
€€'88%
€€'T6%
€€'T6%
00'88%
9T'€6%
0S'L8%
0S'€6%

1fojousa,
-wiig

0096%
0076%
€8'76%
€8's8%
0096%
€€96%
L9'76%
05'S6%
L198%
00'96%
€876%
00'06%
€8'76%
LT'€6%

L9Y6%

wmgy

€ET6%

€8'26%

€8'S6%

LT'S6%

€8'76%

€8'76%

L9'76%

L9'S6%

L196%

€EV6%

00'L6%

00'68%

0096%

L996%

L196%

Jeues
-Imny

€€'56%
LT'06%
05'96%
0S'T6%
05'S6%
05'96%
L9'06%
€€96%
05'06%
00'S6%
L1'S6%
£8'88%
L9'56%
05'S6%

L9'56%

sigdes

L9'Y6%
0S'T6%
0096%
0596%
00'56%
0076%
LTT6%
€8'56%
L996%
00'S6%
00'96%
£€'88%
€€96%
LT'L6%

05'S6%

19sBAIS

00°66%
L1'S6%
€€'86%
€€76%
L1'66%
0066%
00'56%
00'86%
L9'76%
L1'66%
L1'86%
€€'96%
L1'86%
L9'96%

€€'86%

Jodg

Tablo 6. TF-IDF i¢in en iyi basar1 oranlarini veren Logistic Resression yonteminin Karmasikhik

Matrisi

Siyaset Spor

Egitim Kiiltiir-Sanat Saghk

Bilim-Teknoloji

18

12

559

Bilim-Teknoloji

569

14

Egitim
Kiiltiir-Sanat

576

574

14

Saghk
Siyaset

578

589

Spor

Tablo 7. Word2Vec i¢in en iyi basari oranlarini veren ANN yénteminin Karmasiklik Matrisi

Siyaset Spor

Egitim Kiiltiir-Sanat Saghk

Bilim-Teknoloji

20

11
578

560

Bilim-Teknoloji

11
10

Egitim
Kiltiir-Sanat

569

579

Saghik
Siyaset

564

594

Spor
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Tablo 8. FastText i¢cin en dogru basari oranini veren SVM ydnteminin Karmasiklik Matrisi

Bilim-Teknoloji Egitim Kiiltiir-Sanat Saghk Siyaset Spor
Bilim-Teknoloji 564 5 9 15 5 2
Egitim 10 576 4 4 6 0
Kiiltiir-Sanat 9 7 569 7 6 2
Saglik 14 6 2 573 4 1
Siyaset 8 7 6 8 570 1
Spor 0 0 3 2 0 595
Calismanin sonucunda TF-IDF, Word2Vec ve [7] Joulin, A, Grave, E, Bojanowski, P, & Mikolov, T.
FastText ile elde edilen vektér modellerinin (2016). Bag of tricks for efficient text classification.
R arXiv preprint arXiv:1607.01759
smlﬂandm:na basar1 oranlarinin blI‘OblI‘lIle ‘;91( [8] Osmanogly, U.0, Atak, O.N, Caglar, K, Kayhan, H. &
yakin oldugu, ancak en basarili oran1 %95.75 ile Can, T.C. (2020). Sentiment Analysis for Distance
FastText ile elde edilen vektér modelinin verdigi Education
izlenmigtir. Vektér model yontemlerinin ve [9] Course Materials: A Machine Learning Approach.
tahmin algoritmalarinin genelinde en dogru Loum?l ‘;f(l)E‘;‘icigona] Technology & Online
. . . P earning, ) -40.
tghmlnuedller} kitegorl spor kategorisi olmustur. [10] Sawaf, H, Zaplo, J, & Ney, H. (2001). Statistical
Literatiirdeki diger calismalarda da rastlanilan classification methods for Arabic news articles.
bu durum, spor haberlerinde, siklikla sadece Natural Language Processing in ACL2001, Toulouse,
spor haberlerinde gecen kelimeler kullanildigini France.
diisiindiirmektedir. [11] Hakim, A. A, Erwin, A, Eng, K. I, Galinium, M., &
Muliady, W. (2014, October). Automated document
Bununla birlikte TF-IDF yonteminin Word2Vec classification for news article in Bahasa Indonesia
ve FastText yontemine gore bellekte daha yer based on term frequency inverse document

kapladigi ve giicli bilgisayarlar gerektirdigi
goriilmustiir. Bunun sebebi TF-IDF yonteminde,
her bir haber metni i¢in olusturulan vektériin
derlemdeki tiim kelime sayisi uzunlugunda
olmasidir. Vektdr uzunlugunun azaltilmasi,
yontemin  basar1  oranmmini  diisirmistir.
Word2Vec ve Fasttext yontemlerinde ise haber
metninin vektér uzunlugu sinirlandiriimaktadir.
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